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ソフトウェア工学タスクにおける
LLMカスケードのコスト削減効果



背景：LLMについて

| LLM（Large Language Model）とその課題

近年は様々なタスクの処理に利用されている

例）文章要約，翻訳，コード生成，バグ修正

モデルの数も年々増加し，種類も多岐にわたる

◎高性能モデルの利用コストが高額

例）GPT-5とGPT-5-nanoでは25倍もの差

➤コストが障壁となり，実務での導入が懸念される
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背景：モデルルーティング

| モデルルーティング

タスクの特性に応じて最適なモデルを選択し処理する技術

➤コストの削減に繋がる

例）RouteLLM[1]

3

ルータ
入力 モデル選択

入力 モデル選択

図：RouteLLMの概要

候補モデル群

タスク

タスク

低コストモデル

高コストモデル

[1]Isaac Ong, Amjad Almahairi, Vincent Wu, Wei-Lin Chiang, Tianhao Wu, Joseph E. Gonzalez,M. Waleed Kadous, and Ion Stoica. Routellm: Learning to route llms with preference data. 



背景：LLMカスケード

| LLMカスケード

安価なモデルから順にモデルを使用していく手法

➤安価なモデルを使用することでコストの削減が見込める

例）FrugalGPT[1]

・自然言語処理(NLP)タスクにおいて98％のコスト削減に成功
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図：FrugalGPTの概要

不合格

低コストモデル 高コストモデル中コストモデル

不合格 出力

回答

合格

回答

回答

合格

[1] Lingjiao Chen，Matei Zaharia，James Zou．FrugalGPT: How to Use Large Language Models While Reducing Cost and Improving Performance
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先行研究の課題点

| NLPタスクに絞って実験を行っている

NLPタスク以外の形式のタスクでは同様の効果があるかわからない

➤LLMカスケードはSEタスクでも同様のコスト削減効果があるのか
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図：NLPタスクの一例[2]

図：SEタスクの一例[3]

[2] Jacob Austin, Augustus Odena, Maxwell Nye, Maarten Bosma, Henryl Michalewski, David Dohan, Carrie Cai, Michael Terry, Quoc Le, Charles Sutton, Program Synthesis 
with Large Language Models
[3] Dan Hendrycks, Collin Burns, Steven Basart, Andy Zou, Mantas Mazeika, Dawn Song, Jacob Steinhardt, Measuring Massive Multitask Language Understanding

def add_numbers(a: int, b: int) -> int:
"""
2つの整数aとbを受け取り，その和を返す関数を実装せよ．
>>> add_numbers(2, 3) 
5
"""

mmlu_item = {
"question": "半径が5の円の面積として最も近い値はどれか？",
"choices": ["78.5", "31.4", "15.7", "62.8"],
“answer”: 0  #"78.5"が正解

}
出力は選択肢

短いテキスト形式

出力はコード
長い場合は数十行



研究目的

| 研究目的
SEタスクにおけるLLMカスケードの有効性を検証する

| アプローチ
・ベースライン（GPT-5）とLLMカスケードを比較

コスト削減効果と性能の差があるかを検証

・SEタスク（コード生成）とNLPタスク（四択問題）を使用

タスクの違いが効果に与える影響を検証
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リサーチクエスチョン

| 本研究のリサーチクエスチョン
RQ1：コスト削減効果はどの程度か

SEタスクでもNLPタスクと同等のコスト削減率を出せるのか

RQ2：性能はどの程度変化するのか

低コスト，中コストモデルのみが解けるタスクがあるのか

RQ3：各モデルの正答数と委譲数はどの程度か

LLMカスケードの運用効率を可視化する

例）低コストモデルの使用率が多い➤カスケードの効果有
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実験設定：実験概要

| 出力の上限
出力トークン数は2048トークンを最大に設定

・今回のタスクにおいて十分なトークン量としている[4]
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図：実験概要
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[4] https://github.com/bigcode-project/bigcode-evaluation-harness/blob/main/docs/README.md



実験設定：LLMカスケードの概要

| LLMカスケードの判定基準

Pass@1（SEタスク）

テストケースに生成された回答を通すことで合否判定

Exact Match（NLPタスク）

正解データと生成された回答を比較して合否判定
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図：LLMカスケードの概要
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データセット

| 使用するデータセット

| 使用するモデル
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種類 問題数 タスク内容

HumanEval 164問 SEタスク（コード生成）

MBPP+ 378問 SEタスク（コード生成）

MMLU 500問 NLPタスク（一般知識問題）

HEADLINES 500問 NLPタスク（金融知識問題）

表：使用するデータセット

位置 モデル名 入力コスト(100万トークン) 出力コスト(100万トークン)

低コスト GPT-5-nano $0.05 $0.4

中コスト GPT-5-mini $0.25 $2.0

高コスト GPT-5 $1.25 $10.0

表：使用するモデル



データセット

| 各データセットについて
HumanEval

・OpenAI社が提供する標準的Pythonプログラミングベンチマーク

・各タスクには関数シグネチャとタスクの説明文が記載されている

MBPP+

・Google社が提供する標準的Pythonプログラミングベンチマーク

・各タスクにはタスクの説明文のみが記載されている

MMLU

・57分野（数学・歴史・科学・法律など）の多肢選択問題形式ベンチマーク

HEADLINES

・金融ニュースから価格のトレンドを判定する多肢選択問題形式ベンチマーク
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評価指標：リサーチクエスチョン

| コスト削減率

コスト削減率 = 1 −
𝐿𝐿𝑀カスケード総コスト

ベースライン総コスト

ドルベースのAPI利用コストの総額を「コスト」とする

| 性能評価の指標

ベースライン性能 =
GPT‐ 5正答数

全問題数

GPT−5の正答数から求める

LLMカスケード性能 =
正答数の合計

全問題数

LLMカスケードによる正答数の合計から求める
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結果：RQ1（コスト削減効果）

| 全タスクで45～78%のコスト削減を達成

HumanEval，MBPP+双方でコストが削減された

・削減率の差はあるものの，どちらも半額以上削減された
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種類 ベースライン カスケード 削減率

HumanEval $1.29 $0.37 71.26%

MBPP+ $2.59 $1.09 57.96%

MMLU $1.88 $0.41 78.33%

HEADLINES $0.54 $0.30 45.39%

表：コスト削減率



結果：RQ1（コスト削減効果）

| 全タスクで45～78%のコスト削減を達成

◎LLMカスケードはSEタスクもコスト削減効果がある
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図：各タスクにおけるコスト削減効果の比較



結果：RQ2（性能変化）

| 全タスクで性能が向上する結果に

数％程度だが性能が向上

例）MBPP+では5.56%➤ 21問多く，LLMカスケードの回答が通過できた
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種類 ベースライン カスケード 性能の変化

HumanEval 87.20% 90.85% +3.65%

MBPP+ 74.34% 79.89% +5.56%

MMLU 91.00% 94.00% +3.00%

HEADLINES 76.00% 76.60% +0.60%

表：各タスクにおける精度



結果：RQ2（性能変化）

| 全タスクで性能が向上する結果に

しかし，偶然向上したという可能性が拭えない
➤SEタスクにおいて再実験を50回実施，検定を行った
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表：各タスクにおける精度



結果：RQ2（性能変化）

| 再実験，検定の結果

・50回全ての場合において性能が向上する結果となった

・検定結果はどちらも𝑝 < 0.01➤統計的に有意である

Wilcoxon符号順位検定で検定を実施

◎LLMカスケードを行うと性能が向上
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種類 性能差（最大） 性能差（最小） 平均性能差

HumanEval 9.15% 1.83% 4.80%（𝑝 < 0.01）

MBPP+ 7.67% 2.38% 5.16%（𝑝 < 0.01）

表：SEタスクにおける性能（50回実施）



結果：RQ3（各モデルの正答数と委譲数）

| 低コストモデルで大半の問題を処理

LLMカスケードにより高コストモデルの使用頻度を大幅に削減

➤LLMカスケードはコスト削減の直接的な要因となる
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表：各コストモデルの正答数

表：各コストモデルの委譲数

タスク名 GPT-5-nano GPT-5-mini GPT-5

HumanEval 111 38 0

MBPP+ 233 68 1

MMLU 410 55 5

HEADLINES 374 5 4

タスク名 GPT-5-nano GPT-5-mini GPT-5

HumanEval 164 53 15

MBPP+ 378 145 77

MMLU 500 90 35

HEADLINES 500 126 121



考察：SEタスク間でのコスト削減効果の差

| SEタスク間でのコスト削減効果の差

〇問題仕様の明確さに関係があると考えられる

HumanEval（コスト削減率 71.26%）

MBPP+（コスト削減率 57.96%）
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図：HumanEvalの一例

図：MBPP+の一例

モデルが文から全て
推測しなければならない

関数シグネチャ，各値の型が
事前に定義



考察：性能向上の要因分析

| LLMカスケードのみが正答した問題の分析

◎ GPT-5単体では不正解だが，カスケードで正解のタスクが存在

➤出力の簡潔さの違いによって正答数に差が出てくる

・GPT-5は詳細にタスクを理解しようとして，推論でトークンを使い切る

・GPT-5-nano，miniは簡潔に回答するため，同タスクで正解を出せる
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問題番号 内容 回答の有無 不正解の原因

47 中央値の計算 ✕ トークン上限到達

76 べき乗判定 ✕ トークン上限到達

129 グリッド最短パス ✕ トークン上限到達

130 隣接要素入れ替え判定 ✕ トークン上限到達

132 ネストした括弧の判定 ✕ トークン上限到達

147 要素数と合計の積 〇 ロジックエラー

表：HumanEvalにおけるGPT-5単体で不正解，LLMカスケードで正解となったタスクの分析



考察：性能向上の要因分析

| HumanEval/147について

◎ 1問はロジックエラーで失敗している（HumanEval/147）

・LLMカスケードの方ではGPT-5-miniが正解
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図：HumanEval/147のタスク内容



考察：性能向上の要因分析

| HumanEval/147 に対する回答（GPT-5単体）

・内部関数を定義しており，短く読みやすいコードを生成

➤再利用性，可読性が高く，SE的には質の高いコードとされるが，
その分内容が複雑になっている

・高度な実装でロジックエラーが生じテストを通過できなかった
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図：HumanEval/147に対するGPT-5の回答



| HumanEval/147 に対する回答（LLMカスケード）

・必要最低限の計算をしているが，内容が冗長

➤可読性が低く，再利用するコードとしては不適だが
内容が簡素な計算のみになっている

・内容がシンプルで直観的なため，テストを通過しやすい

考察：性能向上の要因分析

図：HumanEval/147に対するGPT-5-miniの回答
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考察：性能向上の要因分析

| コードの品質としてはGPT-5の方が高水準

可読性，保守性，再利用性を鑑みると，GPT-5の方が良い

| 本実験の評価軸は「テストケースの通過」
問題の仕様を満たす出力ができているかどうかで評価

・GPT-5-miniの方が簡素でテストに通るコードを生成する

・今回の目的「コスト削減，性能維持」は達成している

➤コード品質の評価は今後の課題として考えられる

◎テストケースの通過可否のみではコード品質までは評価できない
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まとめ

| SEタスクにおけるLLMカスケードの有効性を検証

実証した全タスクで45～78％のコスト削減を達成

・SEタスクもNLPタスクと同様のコスト削減率を示した

・モデル性能を向上させながらコスト削減が可能

◎LLMカスケードはSEタスクにも有用であることが分かった

| 今後の課題
他のLLM（Gemini，Claude等）や別のSEタスクでの検証

・より複雑なタスクでも同等の結果が得られるか

コード品質を保ちながらコスト削減効果を出す

・可読性を維持しながらコード生成ができるように
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